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深度学习的任务涉及⾼维数据的回归和分类，图像与视频序列的分类和预测，⽂本书写与翻译，情感分析，⽂字检测
与分类，图像⻛格迁移，图像语义分割，图像降维和去噪，样本对抗⽣成，图卷积半监督学习，⽬标检测与跟踪等 cv, 
nlp, 语⾳⽅⾯的⼴泛应⽤。也涉及不同的深度学习框架，PyTorch, TensorFlow, Keras, Caffe, MXNet...

本章只是⼀些最基础的概念科普，详细的可以阅读个⼈的博客专栏，带经典论⽂和⽹络模型解析，不同算⼦介绍与推
导，算法原理阐述，深度学习的各种应⽤和 PyTorch 代码实现。

我的Pytorch教程专栏⽬录链接

1. 结构  

 。

https://blog.csdn.net/weixin_44979150/category_11618935.html


符号定义：

神经⽹络总层数
从第 层的第 个神经元到第 层的第 个神经元的权重
第 层第 个神经元的激活函输出
第 层的第 个神经元的偏差
最后⼀层的输出结果即为神经⽹络的输出
第 层第 个神经元的加权输⼊

 为  激活函数(Lesson 5 监督学习之分类(Perceptron, Fisher, Logistic, Softmax, Bayes)的

逻辑回归中，⽤到了这个函数)。

激活函数

权重表示，偏差是输⼊中各元素在决定输出结果中的重要性，偏差是输⼊的补充项，表示预测输出和标记之间的偏移
量。

2. 向量化  



即：

第⼀个节点：

第⼆个节点：

第三个节点：

 ，第⼀层可以向量化得到：

最后可以写成：  。

同理，第⼆层可以向量化得到：



最后可以写成：  。

总结：实际上就是个矩阵堆叠的过程。该结构的前向传播过程分为如下四步：

3. 前向传播  

定义：从输⼊层通过隐含层⼀步步计算出输出层的结果。

4. 损失函数  

逻辑回归的损失函数为：

神经⽹络的损失函数为：

其中，  表示最后⼀层  个神经元中的第  个神经元。

5. 反向传播  

神经⽹络通过前向传播输出预测结果，通过反向传播更新⽹络参数，为了更好理解反向传播，我们引⼊⼀个新的中间
变量：

第 层第 个神经元的误差

为损失函数

通过引⼊中间变量，可以总结反向传播算法如下：

1. 计算输出层的误差



其中  表示  乘积，⽤于矩阵或者向量之间点对点的乘法运算。

2. 由第  层的误差  计算第  层的误差 :

3. 由第  层的误差  计算偏差梯度：

4. 由第  层的误差  计算权重梯度：

对四个重要⽅程的总结：

1. 计算输出误差：  。

2. 向后传播计算每⼀层的误差：
3. 由误差计算当前层的偏差梯度：

4. 由误差计算当前层的权重梯度：

每次循环都要重复这样的过程，即不断迭代更新。

6. 梯度下降  

输⼊数据，前向传播，⽹络输出，计算输出层误差，反向传播计算每⼀层的误差，计算各层的权重和偏差梯度，梯度
下降更新⽹络参数，如此循环。

更多梯度下降优化算法可参考Lesson 3 优化⽅法基础。 

7.  卷积神经⽹络  

⽤于图像处理和计算机视觉。

图像与视频序列的分类和预测，图像语义分割，⽬标检测与跟踪，样本对抗⽣成，图卷积半监督学习等。

 。



8.  循环神经⽹络  

⽤于⾃然语⾔处理，有时间序列关系。

⽂本书写与翻译，情感分析，⽂字检测与分类。

9. ⽆监督学习⽹络的应⽤  

对抗神经⽹络，图像⻛格迁移，图像上⾊，图像⾃编码器(降维和去噪)。

10. 梯度消失  

神经⽹络通过⾮线性隐藏层堆叠可以拟合复杂的函数，但是随着层数的增加，神经⽹络会出现学习缓慢甚⾄⽆法学习
的情况，这就是梯度消失问题。

通过  数据集训练神经⽹络对⽐，每层激活函数⽤  ，伴随着隐藏层的增加，梯度出现上
升现象。

随着⽹络模型不断训练，我们发现靠前的层⽐靠后的层梯度要⼩，并且随着⽹络隐藏层的增加，这种问题愈发明显。
深度神经⽹络中，隐藏层⽆法学习的情况被称为梯度消失问题。

深度神经⽹络的学习提督是不稳定的，这种不稳定性是深度神经⽹络基于梯度下降学习⽹络参数的⼀个最基本的问
题。

为了探究为什么会梯度消失，以⼀个三层隐藏层的神经⽹络为例：

第⼀个隐藏层偏差变化率：

对于  函数的导数，在  的时候其最⼤梯度为  。

由链式法则求出来的梯度公式中，越靠前的梯度收到后⾯层的梯度影响越⼤，加上  函数的梯度时总⼩于  
，所以靠前的神经⽹络层容易出现梯度变得极⼩的情况，没有学习效果，这就是梯度消失。

 ，带⼊第⼀个隐藏层变化率，会发现结果很⼩，导致梯度不更新。



11. 梯度爆炸问题  

令  。通过链式法则权重不断相乘是的前⾯曾的变化率变得⾮常⼤，这就是梯度爆炸。但是这
种现象相对少⻅。

12.  

引⼊校正线性单元，即  。

其梯度为：

在  ⼤于  的时候，  的导数始终为  。在将其作为神经⽹络每层的激活函数时，及时经过层层⽹络的传播也
可以保证前⾯层的变化率可以保持相对稳定，这也是为什么  可以使得深层神经⽹络更加容易训练的原因。

 的其他好处：

1.  通过分段使得函数本身仍然是⾮线性的，不会减弱神经⽹络的表现能⼒。
2. ⼩于  的梯度为  使得部分神经元不会被激活，使得神经⽹络更加稀疏与⾼效。
3.  运算简单，⽐  函数更节约计算开销。

它也存在缺点，⼩于  的分段梯度同样为  造成，这意味着输出结果为负的神经元将停⽌对误差的响应，可能会导致
许多神经元的"死亡"。

解决⽅案：  。

13. 参数初始化  

除了深度神经⽹络存在的梯度不稳定的情况之外，还有许多其他的问题。⽐如说参数初始化使得⽹络处于不同的七
点，往往带来截然不同的训练结果。有些初始化会导致⽹络陷⼊局部最优，选择合适的初始化⽅法可以减少这种情
况。



14. 神经⽹络的稀疏性(  )  

这部分是我当时跟  的  做暑研的时候，他告诉我的⼀些相关经验。

 剪枝后，每层变成了稀疏矩阵，加速效率(我感觉就是  操作)。

坏处是会损失⼀部分的  。

还有⼀种稀疏⽅式是  ，即让⽹络权重只有  。相当于将  改成  ，即  。

15. 指数爆炸解决？  
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